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概要
従来，読みの推定を行う形態素解析では教師あり

学習が用いられてきた．しかし，人手による読み情
報の付与はコストが大きく，読み付きコーパスは一
部の言語資源に限られている．一方で，読みの付与
された単語辞書や生コーパスは入手可能なものが多
数存在している．そこで本研究では，読みを含む単
語辞書と生コーパスを用いて読み推定と単語分割の
教師なし学習の提案を行う．提案手法を用いること
で，教師なし学習手法で F値 90程度の読み推定精
度を達成した．

1 はじめに
入力文字列を単語やトークン系列へ分割する単語

分割やトークナイズは自然言語処理における基盤技
術の 1 つである．従来は MeCab1）や KyTea[1]をは
じめとする形態素解析が用いられてきたが，近年の
ニューラルネットをベースとした自然言語処理にお
いてはより語彙数を抑えるために単語よりも短い
単位であるトークン単位に分割する Sentencepiece[2]
などのトークナイザが用いられる．特に入出力が共
にテキストであるようなシステムでは，内部的に扱
うトークンが単語である必要はなく，コーパスから
情報理論的に適した単位に分割する方が都合が良
い．しかしながら，対話システムやテキスト読み上
げでは，単純にトークンのみではなく，その発音や
読みの情報が必要となる．こうしたタスクにおいて
は従来の形態素解析を用いた単語の読み情報が必要
となる．例えば OpenJTalk2）では内部的に辞書にア
クセント情報を追加したMeCabが用いられており，
解析結果の読みを利用している．
読みを推定する形態素解析手法は教師あり学習

を用いており，学習には単語境界に加えて正しい読
みの情報を付与したコーパスが必要となる．しかし

1） https://taku910.github.io/mecab/
2） https://open-jtalk.sp.nitech.ac.jp

ながら，人手による読み情報の付与はコストが大き
く，日本語においては京大コーパスや BCCWJコー
パスのコアデータなどの書き言葉を対象とした一
部の言語資源に限られる．正しい読みの付与された
コーパスが入手しにくい一方で，読みの付与された
単語辞書は多数存在している．一例として，岩波国
語辞典大五版コーパスには約 5万 6千の辞書項目が
含まれており，見出しとして各語のかな表記が与え
られている．また，オープンな辞書としては ChaSen
や MeCabで利用されている IPA辞書や，それに多
数の新語を加えた mecab-ipa-NEologd[3]がある．同
様に，各種アノテーションの行われていない生コー
パスであれば，有志によってウェブ上の文書を収集
している Common Crawl3）のスナップショットや，
それをベースにクリーニングを行った各種コーパス
が公開されており，大規模なコーパスが利用可能で
ある．
そこで，本研究では上記の入手可能な言語資源を
用いて，教師なしで読みと単語分割の学習を行う手
法を提案する．具体的には，生コーパスと読みの付
与された単語辞書を用いて，読みを潜在変数とした
隠れセミマルコフモデルの教師なし学習を行い，読
みと単語分割の同時確率を推定する．

2 先行研究
本節では読みの推定を含めた解析を行う手法とし
て教師あり学習に基づく形態素解析を，また生コー
パスから単語分割を行う手法として教師なし形態素
解析を概観する．

2.1 教師あり形態素解析
教師あり学習に基づく形態素解析は，点予測に
基づく手法と構造学習に基づく手法に大別でき
る．MeCabは京大コーパスを用いて条件付き確率
場（CRF）に基づく大域的最適化を行っており，単
語分割精度と品詞推定精度を達成しており，日本語

3） https://commoncrawl.org
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の自然言語処理で広く用いられている．一方で，読
みについてはあくまで辞書に含まれている情報を
提示するように作られており，読みの推定を目的と
して作られてはいない．Sudachi[4]は内部のコスト
計算に MeCabを利用しており，同様に CRFに基づ
く．ただし，ビジネス用途を目的としており，形態
素解析の際のトークンの粒度の切り替えや辞書の
拡充などを行っている．しかし，こちらも MeCab
同様に読みの推定を目的としていない．KyTea は
LIBLINEARを用いた点予測に基づく手法で，部分
的にアノテーションされたコーパスからの学習を
可能としている．品詞推定や読み推定を単語分割と
分けた多段階処理として行っており，BCCWJコー
パス [5]を用いた単語分割，品詞推定精度では CRF
とほぼ同等の精度を達成している [1]．また，読み
推定については，単語がコーパスに出現する場合は
コーパス中に存在する読みの候補の分類問題として
解き，コーパスに出現しない場合は辞書の最初の読
みを出力，単語が辞書に含まれない場合は文字毎に
読みを推定するという処理で行っている．分類の特
徴量として前後の文字 n-gramおよび文字種 n-gram
を利用しており，BCCWJコーパスを用いた実験で
は 98ポイントを超える F値を達成している [6]．
教師あり学習に基づく形態素解析手法はいずれ

も高い精度で単語分割，品詞推定を行うことができ
る．構造学習を用いた手法では読みの推定を目的と
していないものの，原理的には特徴量として単語の
読みや連接などを加えることができるが，いずれに
しても正しい読みが付与された教師データが必要と
なる．

2.2 教師なし形態素解析
形態素解析の教師なし学習には大きくはヒューリ

スティックに基づく手法とベイズに基づく手法，お
よびニューラルネットに基づく手法がある．ヒュー
リスティックに基づく手法では，最小記述超原理に
基づき記述超をを小さくするように文字列を連接す
ることで単語を獲得する [7][8]．これに対し，ベイ
ズに基づく手法では単語 n-gramに基づく単語分割
確率を定義し，確率的に単語分割をサンプルするこ
とで単語の獲得と n-gram言語モデルの更新を行う
[9]．ベイズに基づく手法では適切な事前分布を与え
ることで，MDLに基づく手法と比較しても高い単
語分割精度を達成できる．また，単語分割だけでは
なく潜在変数として品詞を導入し，単語と品詞の同

時学習を行うことでより高い単語分割精度を達成
できることも報告されている [10]．また，近年では
ニューラル言語処理での利用を前提として，語彙数
に制約を加えた手法も提案されている．基本的なア
イデアは MDLやエントロピーに基づく手法と同様
であるが，これらの手法ではニューラル言語モデル
で扱う語彙数を減らし，入出力の系列超を文字ベー
スほど長くすることなく各時刻での単語予測に掛か
る計算量を軽減することに貢献している [11][2]．ま
た，ニューラルネットを用いた教師なし単語分割手
法も提案されている [12]．ニューラルネットを用い
た手法では確率的に単語分割をサンプリングするの
ではなく，隠れセミマルコフモデルと同様に入力系
列に対する単語分割の周辺確率を計算し，それを直
接最大化するよう学習している．
教師なし学習に基づく形態素解析では，辞書を用

いないことから単語分割を行うことや潜在変数とし
て品詞クラスを推定することはできるが，読みの推
定を行うことは難しい．

3 提案手法
本節では読みの推定を目的として，辞書を用いた
教師なし形態素解析手法を提案する．提案手法の生
成モデルを (1)に示す．

𝑝(𝑐) =
∑
𝑊,𝑌

𝑃(𝑊,𝑌 )

=
∑
𝑊

∑
𝑌

𝑛∏
𝑖

𝑃(𝑤𝑖 |𝑦𝑖)𝑃(𝑦𝑖 |𝑦𝑖−1) (1)

𝑐 は観測文字列 𝑐 = {𝑐0, 𝑐1, . . . , 𝑐𝑇 } を，𝑊，𝑌 は
それぞれ単語列 𝑊 = {𝑤0, 𝑤1, . . . , 𝑤𝑛} とその読み
𝑌 = {𝑦0, 𝑦1, . . . , 𝑦𝑛} を表す．観測文字列から生起し
得る単語列とその読みについて周辺化したものを観
測文字列の確率としており，これは読みを潜在変数
とした隠れマルコフモデルと見做せる．
遷移確率 2 つの単語 𝑤𝑖，𝑤 𝑗 とその読み 𝑦𝑖 =

{𝑝𝑖0, 𝑝
𝑖
1, . . . , 𝑝

𝑖
𝑛}，𝑦 𝑗 = {𝑝 𝑗

0, 𝑝
𝑗
1, . . . , 𝑝

𝑗
𝑛} が与えられ

た時，遷移確率は 𝑦𝑖，𝑦 𝑗 を連結した系列 𝑦 =

{𝑝0, 𝑝1, . . . , 𝑝𝑛𝑖+𝑛 𝑗 } に対する n-gram 確率の積 (2) で
計算できる.

𝑃(𝑦 𝑗 |𝑦𝑖) ∝ 𝑃(𝑦)
=
∏
𝑡

𝑝(𝑝𝑡 |𝑝𝑡−𝑙+1:𝑡−1) (2)

𝑙 は読みの n-gramの次数を表す．
ただし，単語には複数の読みの候補が存在するた
め，このままでは長い読みの確率が小さくなる．そ
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Algorithm 1学習アルゴリズム
Require: 𝑐 ∈ 𝐷

1: Init 𝑊,𝑌 ∼ 𝑈𝑛𝑖 𝑓 𝑜𝑟𝑚

2: Add ∀𝑤, 𝑦 ∈ 𝑆, 𝑁 to Θ

3: for 𝑗 = 1 · · · 𝐽 do
4: for 𝑤, 𝑦 in randperm 𝑊,𝑌 do
5: Remove customers of 𝑤, 𝑦 from Θ

6: Draw 𝑤, 𝑦 according to (4)
7: Add customers of w, y to Θ

8: end for
9: Sample hyperparameters of Θ

10: end for

こで，実際には長さで幾何平均を取ることで読みの
長さの影響が出ないようにしている．
遷移確率の n-gram確率 𝑝(𝑝𝑡 |𝑝𝑡−𝑙+1:𝑡−1)には，階層

Pitman-Yor言語モデル（HPYLM）[13]を用いた．
出力確率 出力確率は読みが与えられた時の単語

の条件付き確率 𝑃(𝑤 |𝑦) は直接計算することは難し
い．そのため，提案手法では単語と読みの確率変数
を独立と見做し，近似することで計算する．

𝑃(𝑤 |𝑦) ∝ 𝑃(𝑤, 𝑦) = 𝑃(𝑤)𝑃(𝑦) (3)

𝑃(𝑦)の計算には遷移確率同様HPYLMを，𝑃(𝑤)の
計算には単語 unigram確率の事前分布に文字 n-gram
の HPYLMを導入した Nested Pitman-Yor言語モデル
（NPYLM）[9]を用いた．
単語と読みのサンプリング 単語と読みのサンプ

リングには，blocked Gibbs samplingを用いる．即ち
各時刻における単語と読みの同時確率を前向きアル
ゴリズムによって求め，前向き確率に従って後ろ向
きに単語と読みをサンプリングする．時刻 𝑡 で長さ
𝑘 の単語 𝑐𝑡−𝑘+1:𝑡 と読み 𝑦 が現れる前向き確率を (4)
に示す．

𝑃(𝑐𝑡−𝑘+1:𝑡 , 𝑦) =∑
𝑗

∑
𝑧

𝑃(𝑐𝑡−𝑘+1:𝑡 |𝑦)𝑃(𝑦 |𝑧)𝑃(𝑐𝑡−𝑘− 𝑗+1:𝑡−𝑘 , 𝑧) (4)

4 学習アルゴリズム
提案手法の学習アルゴリズムを 1に示す．式 (4)

で単語と読みの同時確率を求めていることから分
かるように，提案法では単語と読みを同時にサンプ
リングする．サンプリングされた単語とその読みの
系列を用いて，遷移確率計算で用いる読み n-gram
HPYLM と出力確率で用いる NPYLM の更新を行
う．遷移確率の HPYLMの次数は 5とした．単語は

表 1 使用した BCCWJのデータ
コーパス 訓練 評価
OC 5,904 500
OW 5,563 504
OY 7,058 509
PB 9,582 511
PM 12,543 495
PN 57,281 505

表 2 読み推定の性能評価
HSMM KyTea

Pre. Rec. F1 Pre. Rec. F1
OC 87.19 91.46 89.27 99.03 99.16 99.09
OW 89.43 91.54 90.47 99.57 99.56 99.57
OY 82.40 85.89 84.11 99.09 98.78 98.93
PB 90.71 92.69 91.68 99.13 99.08 99.10
PM 89.08 91.73 90.39 98.76 98.71 98.73
PN 86.49 87.93 87.21 99.43 99.43 99.43

unigramとしているが，事前分布として用いる文字
n-gram HPYLMの次数は 10とした．

5 評価実験
テキストの読み推定を教師なし学習で行えるか
を検証するため，BCCWJのコアデータを用いた評
価を行う．実験では，各ドメインのコーパスから各
種アノテーションを除去し生テキストとしたもの
を用意し，単語分割と読みの教師なし学習を行なっ
た．使用したデータのサイズを表 1に示す．実験に
は Unidicと KyTeaで利用されている数字辞書，及び
未知語処理用に単漢字辞書を利用した。評価尺度に
は，Neubigら [6]と同様に，最長共通部分列に基づ
く精度，再現率，F値を用いた．評価結果を表 2に
示す．また，既存手法では教師なし学習による読み
推定手法がないため，リファレンスとして KyTeaに
よる教師あり学習を行った場合の数値を載せる．
また，提案手法は教師なし学習手法であるが，教師
データがある場合はそれをサンプリング結果とし
て扱うことで教師あり学習も可能である．そこで，
表 1に示す BCCWJのコアデータを教師データとし
て利用し，BCCWJのサブデータから無作為に抽出
した 10万文を生コーパスとして用いる半教師あり
学習も行った．半教師あり学習の評価結果を表 3に
示す．表 2より，教師なし学習手法でもドメインに
よっては F値 90程度と比較的高い精度で読みの推
定が行えていることが分かる．一方で，教師あり学
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表 3 半教師あり学習の評価
教師なし学習 半教師あり学習

Pre. Rec. F1 Pre. Rec. F1
OC 87.19 91.46 89.27 87.64 91.89 89.72
OW 89.43 91.54 90.47 88.61 91.05 89.82
OY 82.40 85.89 84.11 82.38 85.98 84.14
PB 90.71 92.69 91.68 90.51 92.50 91.50
PM 89.08 91.73 90.39 88.79 91.57 90.16
PN 86.49 87.93 87.21 86.66 88.19 87.41

習手法である KyTea と比較すると精度，再現率と
もに大きく下回っている．KyTeaと同様の教師デー
タを用いて，さらに BCCWJサブデータから生コー
パスを追加した半教師あり学習の実験結果（表 3）
でも，ほとんど教師なし学習と変わらない結果と
なった．

6 エラー分析
高頻度の誤りの例を表 4に示す．誤りの大半は空

白や記号，英数字，接尾辞が占めている．記号や空
白については，提案手法では記号辞書に含まれる場
合は読みを出さないように実装している．また，ア
ラビア数字やアルファベットについては正解が表
記と同じであるが，それらの読みは未知語処理で扱
う単漢字辞書にのみ含まれていた．提案手法ではラ
ティスの構築時に既知語辞書を用いて辞書引きが
行えた単語については未知語辞書を引いていない
ため，英数字については表記をそのまま読みとする
ノードがラティスに含まれておらず，正解を出力す
ることができていない．これらの問題は既知語辞書
に全角スペースを含めたり，記号辞書に読みを与え
ることで解決可能と考えられる．
接尾辞や単漢字を正しく読むためには，文脈に

よって判断する必要がある．提案手法では遷移確率
と出力確率の 2 つを用いて単語分割と読みの同時
確率を計算しており，遷移確率で文脈を考慮した
計算を行っている．今回の実験では，遷移確率の
HPYLMの unigramの事前分布として一様分布を用
いており，読みで用いられる文字数を 256と仮定し
た．一方で，出力確率の NPYLM では単語 unigram
の事前分布を文字 10-gramの HPYLMから求めてい
る．文字 unigramの事前分布は遷移確率と同様に一
様分布とし，その文字数を 5000とした．そのため，
読みの n-gram確率は出力確率と比較して低頻度の
場合に大きくなっており，遷移確率が本来よりも高
くなったと考えられる．また，出力確率に NPYLM

を用いているため，読みが与えられた時の単語の条
件付き確率を直接計算することができない．そこ
で，条件付確率を単語と読みの同時確率で近似し，
さらに単語と読みの間に独立性を仮定している．
よって，本来存在する単語ごとの読みの出やすさが
扱えていない．これらの近似や平滑化のため，本来
であれば確率が小さくなるような文脈における単語
の読みの確率が高くなっていると予想できる．この
問題を解決するためには，遷移確率のハイパーパラ
メータの調整や，出力確率に読みが与えられた時の
単語の条件付き確率を直接モデル化することが可能
なニューラルネットを用いることが考えられる．

表 4 読みを誤った単語の例
単語 正解の読み 予測した読み タイプ 頻度
全角スペース ＿ 空白 1136
， 、 記号 355
等 とう ひとし 接尾辞 180
１ １ ひと 英数字 135
３ ３ すりー 英数字 127
２ ２ にい 英数字 125
者 しゃ もの 接尾辞 106
円 えん まどか 接尾辞 86
‐ ー 記号 76
５ ５ ふぁいぶ 英数字 74
行 おこな ぎょう 単漢字 70
４ ４ ふぉー 英数字 70
〓 げた 記号 69
■ しかく 記号 68
万 まん よろず 接尾辞 63
二 に にい 数字 61
年 ねん とし 接尾辞 61
五 ご いつ 数字 60
％ ％ ぱーせんと 記号 59

7 おわりに
本稿では，辞書と生コーパスから単語分割と読み
の教師なし学習を行う手法の提案を行った．教師な
しで読み推定を最適化するよう単語分割を学習する
初の試みであり，BCCWJコーパスを用いた実験に
よって，F値 90程度の読み推定が行えることを示し
た．単語の出力確率に単語と読みの独立性を仮定し
た近似を入れていることは課題であり，今後は出力
確率をニューラルネットに置き換えることなどが考
えられる．
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