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1 はじめに
ある手順書に基づいて作業を行う場合，手順書に

記されている文章だけでなく，その手順における物
体の状態を写した画像を共に参照することで作業者
は手順を再現しやすくなる．本研究では手順書を入
力として，各手順に対応する画像を検索することを
目的とする (図 1)．
手順書から作業画像を検索するためには，モデル

は単に対応する手順の内容だけでなく，過去の手順
で使用した材料や動作との因果関係も考慮する必
要がある．我々は，この因果関係を木構造をはじめ
とするグラフ構造で表現することができる [1, 2, 3]．
本研究ではこうした構造を手順構造と呼び，図 1に
その一例を示す．この例では，手順書の (1)で材料
リストにあるアスパラガスとじゃがいもを茹で，(2)
でそれらを皿に並べている．(4) では (2) の結果と
(3)で刻んだチーズを合わせてオーブンで加熱して
いる．手順構造はこれらの手順間の因果関係を表現
しており，各材料が手順構造の葉に，各手順が節点
に対応している．本研究では，手順書と，材料リス
ト，そして手順構造を入力として与え，手順構造を
効率よく学習しつつ作業画像を検索する手法を提案
する．
実験では，手順構造を考慮しない従来の画像検索

モデルと比較して画像検索性能が向上したことが分
かった．また，実際に検索した結果をもとに，手順
構造を考慮することの有用性を示した．

2 関連研究
手順書とその実施映像を対象とした研究は近年

活発に行われている．中でも，料理ドメインはWeb
上でデータを集めやすく，材料や動作の種類が豊富
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図 1 本研究の課題概要．手順書，材料リスト，手順構造
を入力として，手順書の各手順に対応する作業画像を検

索する．

であるため注目を集めている．本研究で利用する
Cookpad Image Dataset [4]は約 170万のレシピ，画像
列，材料リストを含む世界最大規模のマルチモーダ
ルデータセットである．
こうした大規模なデータセットを活用して，レシ

ピとその実施映像との間で共通の表現を学習する研
究も行われている．Salvador ら [5] は，テキスト側
の入力として手順と材料を，画像の入力としてレシ
ピの完成画像をそれぞれエンコードし，共有潜在空
間を学習することで，レシピから完成画像を検索す
る手法を提案した．
しかし，材料と動作の因果関係を考慮しつつ検索
を行うような研究は未だ十分に取り組まれてはい
ない．レシピの内容をコンピュータが理解するため
に，こうした関係を手順構造で表現する取り組みも
行われている [1, 2]．さらに，近年では，手順構造を
画像付きで理解する試みも行われており，そのため
のマルチモーダルデータセットとして，vSIMMR [3]
というデータセットも提案されている．本研究で
は，vSIMMRデータセットを用いて，材料と動作の
因果関係を考慮しつつ，手順書の各手順に対応する
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図 2 従来の画像検索モデル (ベースラインモデル)．
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図 3 提案手法モデル．

画像を検索する手法を提案する．

3 作業画像の検索モデル
図 2に従来の画像検索モデル (ベースラインモデ

ル)の，図 3に提案手法モデルの概要を示す．また，
以下の節でそれぞれのモデルについて説明する．

3.1 ベースラインモデル
ベースラインモデルは 3 つの処理に分けること

ができる．(i)で手順列を入力に，LSTMを用いて手
順書の時系列情報を考慮した特徴ベクトルを得る．
(ii)で画像列を入力に，全結合層を用いることで画
像の特徴ベクトルを得る．最後に，(iii)で (i)と (ii)
で得られた手順と画像の特徴ベクトルを 3層の全結
合層により共有潜在空間上に埋め込む．

(i)手順列の入力 : 手順列の入力部は 1層の LSTM
と 2層の全結合層からなる．まず，各手順を構成す
る単語を word2vecを用いて分散表現に変換し，そ
の平均を手順ベクトル列 𝑻 = ( 𝒕1, 𝒕2, ..., 𝒕𝒌 , ..., 𝒕𝑲 ) と
して得る．次に，手順ベクトル列を LSTM に入力
し，手順書の時系列情報を考慮した手順ベクトル列
𝑯 = (𝒉1, 𝒉2, ..., 𝒉𝒌 , ..., 𝒉𝑲 ) を以下のように計算して
得る．

𝒊𝒌 = 𝜎(𝑾 (𝑖) 𝒕𝒌 +𝑼 (𝑖)𝒉𝒌−1 + 𝒃 (𝑖) ) (1)

𝒇𝒌 = 𝜎(𝑾 ( 𝑓 ) 𝒕𝒌 +𝑼 ( 𝑓 )𝒉𝒌−1 + 𝒃 ( 𝑓 ) ) (2)

𝒐𝒌 = 𝜎(𝑾 (𝑜) 𝒕𝒌 +𝑼 (𝑜)𝒉𝒌−1 + 𝒃 (𝑜) ) (3)

𝒖𝒌 = tanh(𝑾 (𝑢) 𝒕𝒌 +𝑼 (𝑢)𝒉𝒌−1 + 𝒃 (𝑢) ) (4)

𝒄𝒌 = 𝒊𝒌 ⊙ 𝒖𝒌 + 𝒇𝒌 ⊙ 𝒄𝒌−1 (5)

𝒉𝒌 = 𝒐𝒌 ⊙ tanh(𝒄𝒌 ) (6)

次に，LSTM の出力を 2 層の全結合層に入
力し，共有潜在空間上の手順ベクトル列 𝑺 =

(𝒔1, 𝒔2, ..., 𝒔𝒌 , ..., 𝒔𝑲 )を得る．

(ii)画像列の入力 : 画像列の入力部は ResNet50 [6]
と 3層の全結合層からなる．まず，画像列の各画像
を ImageNet [7] で学習済の ResNet50 を用いて分散
表現 𝑰 = (𝒊1, 𝒊2, ..., 𝒊𝒌 , ..., 𝒊𝑲 ) に変換し，全結合層に入
力することで，共有潜在空間上の画像列ベクトル
𝑽 = (𝒗1, 𝒗2, ..., 𝒗𝒌 , ..., 𝒗𝑲 ) を得る．

(iii)共有潜在空間の学習 : Triplet margin loss [8]を
用いて，手順と画像の共有潜在空間を学習する．
Triplet margin lossは基準となるベクトル 𝒂，正例ベ
クトル 𝒑，負例ベクトル 𝒏を用いて以下のように書
ける．

𝐿 = max(0, 𝑑 (𝒂, 𝒑) − 𝑑 (𝒂, 𝒏) + 𝜖) (7)

なお，𝑑 (·) は 2つのベクトルのユークリッド距離を
表し，𝜖 はハイパーパラメータである．
本研究では，手順を基準として得られる 3 つ
組 (𝒔a, 𝒗p, 𝒗n)，画像を基準として得られる 3 つ
組 (𝒗a, 𝒔p, 𝒔n) を用いて，それぞれの基準での損失
𝐿𝑠2𝑣 , 𝐿𝑣2𝑠 を計算する．そして，2 つの損失の和
𝐿triplet を最小化するようにモデルを学習する．

3.2 提案手法
提案手法のモデルもベースラインモデルと同様の

3つの処理からなる．ベースラインモデルからの拡
張点は，手順構造を考慮するために，(i) において
LSTMを Tree-LSTM [9]に変更したことである．(ii)
と (iii)に関してはベースラインモデルと同様である
ため，以下で (i)の処理に焦点を当てて説明をする．

(i)の拡張箇所は 1層の Tree-LSTMと 2層の全結
合層からなる．まず，手順構造の節点となる手順書
の各手順ベクトルをベースラインモデルと同様に
計算する．また，手順構造の葉となる材料ベクトル
𝑮 = (𝒈1, 𝒈2, ..., 𝒈𝒏, ..., 𝒈𝑵 ) も同様の処理で計算する．
こうして得られる手順，材料ベクトルおよび手順構



表 1 Cookpad Image Datasetの統計情報．
訓練 検証 評価

レシピ数 163,525 18,051 20,193
平均手順数 6.24 6.15 6.26
レシピあたりの単語数 148.52 147.02 148.50
レシピあたりの材料数 7.85 7.79 7.86

造を Tree-LSTMへ入力する．𝑘 番目の手順ベクトル
𝒕𝒌 と 𝑘 番目の節に接続している子の集合 𝐶 (𝑘) を用
いて，以下のように 𝑘 番目の隠れ層 𝒉𝒌 とメモリセ
ル 𝒄𝒌 を更新する．

𝒉̂𝒌 =
∑

𝑗∈𝐶 (𝑘)
𝒉𝒌𝒋 (8)

𝒊𝒌 = 𝜎(𝑾 (𝑖) 𝒕𝒌 +𝑼 (𝑖) 𝒉̂𝒌 + 𝒃 (𝑖) ) (9)

𝒇𝒌 𝒋 = 𝜎(𝑾 ( 𝑓 ) 𝒕𝒌 +𝑼 ( 𝑓 ) 𝒉̂𝒌 + 𝒃 ( 𝑓 ) ) (10)

𝒐𝒌 = 𝜎(𝑾 (𝑜) 𝒕𝒌 +𝑼 (𝑜) 𝒉̂𝒌 + 𝒃 (𝑜) ) (11)

𝒖𝒌 = tanh(𝑾 (𝑢) 𝒕𝒌 +𝑼 (𝑢) 𝒉̂𝒌 + 𝒃 (𝑢) ) (12)

𝒄𝒌 = 𝒊𝒌 ⊙ 𝒖𝒌 +
∑

𝑗∈𝐶 (𝑘)
𝒇𝒌 𝒋 ⊙ 𝒄 𝒋 (13)

𝒉𝒌 = 𝒐𝒌 ⊙ tanh(𝒄𝒌 ) (14)

4 実験
まず，ベースラインモデル，提案手法を用いて画

像検索の性能を定量的に評価した．次に，手順構造
を考慮することの有用性を示すために，実際の検索
結果を用いて定性的評価を行なった．

4.1 データセット
本研究では，Cookpad Image Dataset，vSIMMR の

2 つのデータセットを用いて実験を行なった．
Cookpad Image Datasetは，レシピ，材料のリスト，レ
シピの各手順に対応する画像からなるデータセット
である．Cookpad Image Dataset のレシピの中には，
全ての手順に写真が付与されていないものも存在す
る．本研究では，そうしたレシピを除き，全ての手
順に写真が付与しているレシピのみを用いた．表 1
に Cookpad Image Datasetの統計情報を示す．

vSIMMRは，Cookpad Image Datasetの一部に手順
構造を人手でアノテーションしたデータセットであ
る．このデータセットは，Cookpad Image Datasetの
レシピから，全ての手順に写真がついており，かつ
材料数と手順数が 3以上のものを取り出し，その一

表 2 vSIMMRの統計情報．
訓練 検証 評価

レシピ数 1,603 250 250
平均手順数 6.78 6.74 6.85
レシピあたりの単語数 118.23 113.91 114.68
レシピあたりの材料数 6.58 6.37 6.64

部に木構造のアノテーションが行われたものであ
る．表 2に vSIMMRの統計情報を示す．

4.2 実験設定
本研究では，word2vec モデルは Cookpad Image

Datasetと vSIMMRの訓練データの全レシピを用い
て学習した．なお，word2vecの出力の次元数は 300
である．画像ベクトルは学習済みの ResNet50の最
終層を取り除いたモデルから得られ，出力の次元数
は 2,048である．共有潜在空間の次元数は 512に設
定した．また，バッチサイズは 128とし，最適化手
法には Adam [10]を用いた．
また，比較手法としてベースラインモデルの材料
リストを用いない場合 (材料なし)に加え，提案手法
との公平な比較のために，材料リストも用いた場合
(材料あり)も考えた．(材料なし)では，手順側の入
力として手順列のみを用いて学習しており，(材料あ
り)では，手順側の入力として手順書の各手順ベク
トルに材料ベクトルの平均を連結し学習している．

4.3 定量的評価

4.3.1 評価尺度
画像検索の性能を評価するために，1,000の手順
に対する Recall@K (R@K)と Median rank (medR)を
計算した．R@Kは手順を入力し，得られた画像集
合を cos類似度で降順にソートした時に手順に対応
する画像が上位 K番以内に現れる割合，medRは各
手順に対応する画像の順位の中央値を示す．

4.3.2 結果
結果を表 3に示す．ベースラインモデルの (材料

あり)は用いられる材料を考慮することで検索精度
の上昇を期待したが，(2)と (3)，(4)と (5)を比較し
た結果，手順ベクトルに材料ベクトルを単に連結す
るだけでは検索精度が必ずしも良くなるわけではな
いことが分かった．ベースラインモデルの (5)と提
案手法の (6)を比較すると (6)の結果の方が medRの



表 3 画像検索の評価結果．
medR R@1 R@5 R@10

ベースラインモデル
(1)ランダム 500 0.001 0.005 0.010
(2)Cookpad Image Dataset(材料なし) 10 0.111 0.342 0.492
(3)Cookpad Image Dataset(材料あり) 8 0.129 0.383 0.536
(4)vSIMMR(材料なし) 42.5 0.034 0.113 0.210
(5)vSIMMR(材料あり) 56 0.030 0.108 0.177
提案手法
(6)vSIMMR 29.5 0.047 0.167 0.271
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図 4 画像検索結果の一例．

値が低く，R@Kの値が高かったことから，手順構
造を考慮することで検索精度が良くなることが示さ
れ，提案手法の有用性を確認できた．一方で、大量
のデータセットで学習されたベースラインモデル
(2)，(3)と提案手法の (6)の結果を比較すると学習に
用いたデータセットが多ければ手順構造を考慮しな
くとも検索精度が良くなるなることが分かった．

4.4 定性的評価
レシピを入力して作業画像を検索した結果を図 4

に示す．このレシピでは 2番目の手順で示されてい
る溶き卵と 3番目の手順で炒められたちくわが 4番
目の手順で混ぜ合わされるような構造となってい
る．提案手法ではこの混ぜ合わされた結果の画像を
正確に検索することができており，手順構造を考慮

することが有効であると確認できた．

5 おわりに
本研究では，手順書から作業画像を検索する課題
に取り組んだ．手順に対応する画像を正しく検索す
るためには過去の手順で使用した材料や動作との因
果関係をモデルが捉える必要がある．本研究ではこ
うした関係を表現している手順構造を考慮し，画像
検索を行う手法を提案した．実験では，定性的，定
量的に評価を行い，ベースラインモデルに比べて提
案手法が有用であることを確認した．
今後の課題として，手順構造がアノテーションさ
れていない場合でも，手順構造を予測し，それを考
慮しながら画像検索を行える手法へと拡張すること
を検討する．
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