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概要

本論文では、将棋の解説に対する固有表現を題材と

して、テキスト情報に加えて実世界情報を参照する固

有表現認識を提案する。この題材での実世界情報は、

固有表現認識の対象となる解説が言及している将棋の

局面である。局面は、盤面上の駒の配置と持ち駒であ

り、すべての可能な状態がこれによって記述できる。

提案手法では、まず各局面の情報をディープニューラ

ルネットワークの学習方法の 1つである stacked-auto-

encoderを用いて事前学習を行う。次に、事前学習の

結果をテキスト情報と組み合わせて固有表現を認識す

る。提案手法を評価するために、条件付き確率場によ

る方法等との比較実験を行った。実験の結果、提案手

法は他の手法よりも高い精度を示し、実世界の情報を

用いることにより固有表現認識の精度向上が可能であ

ることが示された。提案手法は、ニュース映像に対す

る一般の固有表現認識や検査データが付随するカルテ

に対する医療固有表現認識等に応用することが可能で

ある。

1 はじめに

近年、情報化技術の発展により、インターネット上

やデータベース上にはテキストとそのテキストに付随

する実世界情報が大量に存在している。シンボルグラ

ウンディング問題 [1] のように、自然言語処理に表層

的なテキスト処理のみでは限界があると考えられてお

り、実世界の情報をいかに用いるかが課題となってい

る。実世界の情報を用いる研究として画像とテキスト

を結び付けること [2, 3, 4]などが行われている。

本論文では、実世界の情報を参照することにより自

然言語処理の精度を向上させることが可能であること

を示す。具体的な自然言語処理としては、固有表現の

認識を課題とする。固有表現とは、新聞などの検索を

目的とする人名や地名など約 8種類の定義 [5] が一般

的であるが、近年では医療の言語処理などを目的とし

たバイオ固有表現 [6] なども提案されている。

本論文で提案する実世界情報の参照の効果の確認の

ためには、人手で固有表現タグが付与されたテキスト

に実世界の情報が付随するコーパスが必要である。し

かしながら、このようなコーパスはほとんどなく、本

論文では、この条件を満たす将棋解説コーパスを題材

とする。この題材での固有表現は、後述するように戦

型などの 21種類であり、実世界情報は将棋の局面で

ある。

実世界情報を参照する固有表現認識器の実現のため

に、ディープニューラルネットワークの枠組みを用い

る。まず実世界情報だけを用いて stacked-auto-encoder

と呼ばれるディープニューラルネットワークのための

事前学習を行う。続いて、これをテキスト情報のみを

参照する通常の固有表現認識器と統合し、実世界も参

照するニューラルネットワークを構築する。最後に、

統合したニューラルネットワークの再学習を行う。な

お、本論文で提案する実世界を参照する固有表現認識

器は、固有表現一般に適用することが可能である。

2 関連研究

Kamekoらは、将棋局面情報に将棋解説文が付与さ

れた将棋解説コーパスを用いて、深層学習を応用した

将棋解説文のための単語分割手法を提案している [7]。

この手法は、まず将棋局面情報を入力とする深層学習

を行うことで将棋用語辞書を獲得し、得られた将棋用

語辞書を用いて単語分割を行うことで単語分割の精度

向上を実現している。具体的には、将棋用語辞書を作



種類 意味

Hu 人 (対局者や解説者を含む人)
Tu 手番 (例: 先手,後手,▲,△)
Po 位置 (81通りと「駒台」「同」など)
Pi 駒 (成り駒を含め有限)
Ps 駒の指定 (例: 右,直)
Mc 動きの明確化 (例: 成,不成)
Pa 駒の属性 (例: 道,利き,頭)
Pq 駒の数 (例: １枚,切れ)
Re 盤面の領域 (例: 中央,駒台,４筋,３段目)
Ph 対局の進行 (例: 序盤,中盤,終盤)
St 戦型 (「棋士名＋流」も含む)
Ca 囲い (例: 矢倉,美濃囲い)
Me 指し手評価

Mn 指し手別名

Ee 評価要素 (部分の評価のみ)
Ev 形勢評価 (局面全体の判断のみ)
Ti 時間 (概数表現を含む)
Ac 対局者が主語の述語

Ap 駒が主語の述語

Ao その他の表現が主語の述語

Ot その他

表 1:将棋の固有表現の種類とその意味

成するために、まず確率的単語分割手法により確率的

に単語分割されたコーパスを生成し、次に、将棋局面

情報を入力とし、確率的コーパスの単語を出力とする

ディープニューラルネットワークを学習し、学習され

たディープニューラルネットワークを用いて単語候補

をスコア付けし、抽出することで、将棋用語辞書が得

られる。本研究と彼らの研究との違いは次の通りであ

る。(1)彼らは将棋の局面との対応を参照して語彙を

獲得しておくことで単語分割しているが、本研究では

将棋の局面との対応を参照して固有表現解析を行うこ

と、(2)彼らは各文の単語分割には局面を直接参照し

ていないが、本研究では固有名解析に局面を直接参照

すること、(3)本論文では、動的に変化する実世界を

解析時に参照していることが挙げられる。

3 将棋解説コーパス

将棋は 2人で行うボードゲームで 9×9のマスの盤

面と成った駒も含めて 14種類の駒を用いる。盤面上

の駒の配置と持ち駒 (局面と呼ぶ)からゲームの状態

に関するすべての情報が得られる完全情報ゲームであ

る。将棋にはプロ制度があり、日々多数のプロ間の対

局が行われている。多くの対局には、対局者以外のプ

ロが解説を行い、その解説文がインターネットで配信

されている。

本論文で用いるコーパスは、将棋の解説文に対して

単語分割と固有表現タグ付与を人手で行ったものであ

テキスト情報を入力

実世界情報を入力

出力

図 1: 実世界を参照する固有表現認識のためのディー

プニューラルネットワーク

る。固有表現は、将棋解説に特化されており、表 1の

ように 21種類が定義されている。実際のアノテーショ

ンは、BIO2形式であり、各単語ごとに BIOタグ 1が

1つ付与されている。

各解説文には、対象とする局面が対応している。局

面の情報は、解説が言及する実世界の情報とみなすこ

とができ、これを参照することによる固有表現認識の

精度向上が本論文の中心となるアイデアである。

4 提案手法

将棋解説文の固有表現認識を行うために用いたニ

ューラルネットワークと実世界 (将棋の局面)の事前学

習について説明する。

4.1 ディープニューラルネットワークの構成

図 1は実世界を参照する固有表現認識のニューラル

ネットワークの全体図である。図の右下の 4つの層は

実世界に関するニューラルネットワークである。図の

上側のニューラルネットワークでテキスト情報と実世

界情報を統合して固有表現認識を行う。実世界に関す

るニューラルネットワークの中間層の層数については

開発データを用いて調整する 2。

1B (Begin)はある固有表現の最初の単語、I (Intermediate)は同
種の固有表現の継続、O (Other)はいずれの固有表現でもないこと
を意味する (合計: 21× 2 + 1 = 43 種類)。

2後述する実験では、層数を 1層から 4層まで変えて実験した結
果、中間層 3層の場合が最も精度が高かったため、テストデータに
対する実験では中間層 3層を用いて評価した。



図 2:将棋盤面の素性

素性

wi−2, wi−1, wi, wi+1, wi+2

wi−2wi−1, wi−1wi, wiwi+1, wi+1wi+2

wi−2wi−1wi, wiwi+1wi+2

type(wi−2), type(wi−1), type(wi),
type(wi+1), type(wi+2)
pos(wi−2), pos(wi−1), pos(wi),
pos(wi+1), pos(wi+2)

表 2:タグを推定している wi のテキスト素性

4.2 実世界情報の事前学習の入力とテキス

トの入力

実世界情報は、図 1の右下に示されるニューラル

ネットワークの入力として参照される。将棋の言語処

理では、図 2に示すように盤面上の全てのマス (9×9)

における先手と後手を区別した駒の種類 (2×14)の有

無に対応する 2, 268 = 9 × 9 × 2 × 14次元のバイナ

リ素性と、持ち駒を記述する先手と後手の 7種類の駒

の個数に対応する 14次元の整数素性 (14 = 7 × 2)と

する。

テキストの素性には 1-of-k 表現を用いた。表 2に

実験で用いたテキストの素性を示す。wi は現在タグ

を推定している単語である。type(w)はwの文字の種

類、ひらがな、カタカナ、漢字、数字、記号を表し、

pos(w)の wの品詞を表す。

4.3 実世界情報の事前学習

本研究では事前学習のひとつである stacked-auto-

encoderを用いて実世界情報の事前学習を行った。図

3の左側のように、まず 3層のニューラルネットワー

クの入力層と出力層に同じ実世界情報を与え、入力と

同じ出力を予測するニューラルネットワークを学習す

る。このとき中間層の次元数 (ノード数)を入力層より

入力側

出力側

図 3: Stacked-auto-encoder.

も少ない次元数とすることで、中間層において次元圧

縮された実世界情報を得ることができる。次に図 3の

中央のように新しい中間層を 1つ増やし、先に得られ

た中間層から同じ中間層を予測するニューラルネット

ワークを構築する。このとき、先に得られた中間層に

対する再学習は行わず、新しい中間層に対する学習の

み行う。同様に、層を積み重ねることでより、より深

く一般化された特徴を学習することができる。本研究

では、実世界情報のみを用いて事前学習を行なうこと

とする。

4.4 テキスト情報と実世界情報の統合

事前学習が終わると、テキスト情報側のニューラル

ネットワークと実世界情報側のニューラルネットワー

クを統合し、固有表現認識タスク用にファインチュー

ニングを行う。ファインチューニングにおいては、各

単語の正解のBIOタグの尤度が最大になるように、図

1に示されているニューラルネットワーク全体が学習

される。したがって、固有表現認識のための中間層だ

けでなく、事前学習された実世界情報側のニューラル

ネットワークも同時に調整される。

4.5 最適タグ列の推定

固有表現認識は各単語に対する BIOタグを推定す

ることで実現されるが、単語ごとに BIOタグを推定

すると、推定した固有表現が Iタグから始まってしま

う場合など、BIOタグ制約を満たさない場合がある。

本研究では BIOタグを満たすために、各タグの推定

確率を用いて、BIOタグの制約を満たす遷移のみを許

すビタビアルゴリズムを適用し [8]、BIOタグ列を推

定する。

5 評価実験

提案手法の有効性を確認するために、固有表現認識

の実験を行った。この節では従来手法と提案手法を説



文数 単語数 固有表現数

学習 1,546 27,025 7,922
テスト 492 7,161 2,365

表 3:将棋解説コーパスの諸元

層 0 1 2 3 4
次元数 2,282 1,000 500 200 100

表 4:将棋盤面埋め込みに用いたニューラルネットワー

クの各層の次元数

明し、それぞれの結果を提示する。実験には将棋解説

コーパスを用いた (3節参照)。表 3に実験で用いたコー

パスの詳細を示す。ニューラルネットワークの実装に

は Chainer3 を用いた。表 4に局面を事前学習する際

に用いた各層の次元数を示す。また、既存手法として

条件付き確率場 (CRF) [9]による方法を評価し、提案

手法と比較した。CRFによる手法の実装にはCRF++4

を用いた。各単語の品詞推定には KyTea5を用いた。

表 5に実験の結果を示す。“DNN” はディープニュー

ラルネットワークを、“V” は BIOタグの遷移制限付き

ビタビアルゴリズム (4.5節参照)を、“B” は局面の参

照 (4.3,4.4節参照)を示す。表 5より、ビタビアルゴリ

ズムを適用するしないに関わらずCRFよりもDNNの

方が精度が高いことがわかる。テキスト情報と実世界

情報を用いた提案手法が、テキスト情報のみを用いた

従来手法よりも精度が高いことが確認できる。実世界

情報を用いることで、“CRF”や “DNN” よりも “DNN

+ B” の方がそれぞれ 0.87Pt、0.35Pt高く、“CRF + V”

や “DNN + V” よりも “DNN + V + B” の方がそれぞれ

1.27Pt、1.16Pt高くなった。

6 おわりに

本論文では、新たな固有表現認識の解法として、実

世界情報の参照を提案した。提案手法では、全体の枠

組みとしてディープニューラルネットワークを用いる。

まず実世界情報だけを用いて stacked-auto-encoderの

事前学習を行い、これをテキスト情報のみを参照する

通常の固有表現認識器と統合し、統合したニューラル

ネットワークの再学習を行う。

実験では、各文に駒の配置という実世界情報が付随

し、さらに固有表現タグが付与された将棋解説コーパ

3http://chainer.org/ (2016/01/06アクセス).
4https://taku910.github.io/crfpp/ (2016/01/06アク

セス).
5http://www.phontron.com/kytea/ (2016/01/06アクセ

ス).

手法
BIOタグ
推定精度

適合率 再現率 F値

CRF 90.36% 90.37% 78.13% 83.75
CRF + V 90.36% 90.14% 78.52% 83.93
DNN 90.81% 89.77% 79.40% 84.27
DNN + V 90.81% 91.61% 77.63% 84.04
DNN + B
(提案手法) 91.04% 89.72% 80.08% 84.62

DNN + V + B
(提案手法) 91.04% 88.88% 81.81% 85.20

表 5:固有表現認識の結果

スを用いた。提案手法を実装し、既存手法に対する優

位性や実世界情報参照の効果を実験的に示した。

本論文で提案した実世界情報を参照する固有表現認

識の手法は、実世界情報のためのネットワークを変更

することで一般の固有表現認識にも適用することが可

能である。
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