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分野特有の教師なし固有表現認識

友利 涼1,a) 森 信介2,b)

概要：本稿では、教師なし手法による分野特有の NERを提案する。本手法は教師なし形態素解析手法であ
る PYHSMMを拡張している。本手法は単語レベルの PYHSMMと semi-Markov CRFを統合しており、
一般分野のコーパスによる擬似教師データ、対象分野の少数のシードデータを用いて NERを行う。本手
法は、分野特有の固有表現コーパスが存在しない分野において、少ないコストで分野特有の教師なし NER

を行うことができ、様々な分野や言語、固有表現体系に応用可能である。複数の分野において英語と日本
語で実験を行い、提案手法は NERの精度を向上させることが確認できた。
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Domain-Specific Unsupervised Named Entity Recognition

Suzushi Tomori1,a) Shinsuke Mori2,b)

Abstract: In this paper, we propoce an unsupervised named entity recognition for a particular domain.
Our method is based on PYHSMM which has been proposed for unsupervised word segmentation and pos
tagging model. Our model incorporates word level PYHSMM and semi-Markov CRF and requires pseudo
labeled data in general domain and seed data in a target domain. Our method can perform domain-specific
NER with low cost in a domain which doesn’t have domain-specific NE corpus. Our method can be applied
to various domains regardress of languages and NE definitions. In the experiments, we took several target
domains in English and Japanese as examples. Experimental results showed that our method improves the
NER accuracy.
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1. はじめに
一般に固有表現認識 (NER)とは、テキスト中から人名
や地名、組織名などを抽出する技術のことで、情報検索 [1]

や関係抽出 [2][3]、共参照解析 [4]などに応用される。これ
らのタスクは構造化されていないデータをコンピュータ
で扱いやすくすることを目的とし、より高度な言語処理技
術に用いられる。また、近年ではバイオ医療分野のテキス
トにおける DNA名や protein名などの認識を目的とする
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バイオテキスト NER [5]や料理レシピのテキストにおけ
る食材名や道具名などの認識を目的としたレシピ NER [6]

などの分野特有の固有表現体系が定義されたコーパスが提
案され、それぞれ文献分類や手順書理解 [7]などの基礎技
術となっている。一般の NERと同様に、それぞれの分野
で、より高度な言語処理に必要となる。また、同じ分野で
も応用面での違いから異なる固有表現体系が定義されるこ
ともあり、バイオ医療の分野では、疾患・治療関係認識 [8]

のために疾患名や処置名などがラベル付けされたコーパ
ス [9][10][11]などが存在する。
NER の研究の多くは機械学習の手法に基づいており、
大量のラベル付きデータを用いることで高い精度を実現し
ている [12][13]。しかし、大量のラベル付きデータが存在
している分野は少なく、分野特有の NERでは重大な問題
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になっている [14]。また、分野特有の固有表現コーパスの
作成は、その分野の専門知識が必要となるためコストが大
きく、異なる応用タスクや分野、言語ごとに固有表現コー
パスを作成することは現実的ではない。そのため、多くの
分野特有の NERはルールベース手法もしくはヒューリス
ティックな素性を大量に用いた機械学習モデルである [15]。
これらの手法はどちらも特定分野に対する深い専門知識が
必要となり、他分野への適用は難しい。
そこで、本研究では教師なし学習による分野特有のNER

を提案する。本手法は Pitman-Yor Hidden Semi Markov

Model (PYHSMM)による教師なし形態素解析 [16]を拡張
した手法であり、分野特有のエンティティとそのクラスを
同時に推定する。PYHSMMは分かち書きされていない文
書から、言語モデルが最適化するような単語列とその品詞
列をラベル付きデータなしで推定する。本手法では、対象
となる分野のラベルなしデータと少数のシードデータ、一
般分野のテキストを擬似教師データとして用いることで、
対象となる分野にのみ多く出現する単語列を認識し、その
クラスを周辺文脈から推定する。
本手法は、ラベル付けがされていない分野のテキストに
対し、少ないコストで分野特有の NERを行うことができ、
従来の教師なし NERにおける特別な専門知識や用語辞書
など用いずに、様々な分野や言語、固有表現体系に応用可
能である。また、本手法は、特定の分野のテキストに対し、
系列ラベリングを用いて事前に定義されたクラスの用語を
取得する科学分野の情報検索 [17]や slot tagging [18]など
にも応用可能である。
本稿の構成は以下の通りである。まず 2 節で教師なし

NERの関連研究について述べ、3節では教師なし形態素解
析について簡単に説明する。4節では提案手法について説
明し、5節で実験設定と実験結果について述べる。最後に
6 節で本稿をまとめる。

2. 関連研究
関連研究として、一般の NERのタスク説明とその代表
的な解き方や分野特有の NER、教師なし NERについて述
べる。
本稿で行う NERは自然言語処理の重要な技術の一つで
ある。一般的な NERは、対象を新聞記事、固有表現とし
て人名クラス、地名クラス、組織名クラス等の 8 種類の
固有表現クラスを扱った研究が広く行われている [19][20]。
NERは様々な言語で行われており、英語やドイツ語 [19]、
スペイン語やオランダ語 [21]、日本語 [22][23]などのコー
パスが存在する。NERは、ある系列 (単語列)の各要素 (各
単語)に適切なラベル列を付与する問題である系列ラベリ
ング問題として解かれることが一般的である。隠れマルコ
フモデル [24]やサポートベクターマシン [25]や最大エント
ロピーモデル [26]などを用いた様々な手法が提案されてお

り、条件付き確率場（CRF）による系列ラベリング [27][28]

がよく用いられる。また、近年では深層学習を用いて解く
手法が提案されており、Bi-directional LSTMを用いて解
く手法が CoNLL 2003 コーパス [19]において最高精度を
記録している [13]。
分野特有の NERでは、バイオ医療分野での研究が盛ん
である。GENIAコーパス [5]は、大量のバイオ医療分野の
論文を整理するために提案され、DNA名クラスや protein

名クラスなど 5 種類の分野特有の固有表現クラスを定義
されている。CRFとヒューリスティックな素性を用いて
解く手法 [15]やヒューリスティックな素性や分散表現な
どを用いてエンティティ検出をする手法 [29]などがある。
また、文献整理以外にも様々な応用があり、バイオ医療分
野の NERは、その分野における意味関係抽出 [30]などの
基礎技術となっている。バイオ医療分野では GENIAコー
パス以外でも、言語や応用ごとに様々なコーパスが作成
されている。例えば、文献 [9][10][11]では、疾患名クラス
などの固有表現クラスが定義されており、疾患・治療関係
認識 [8]の基礎技術となっている。他にも製品名やブラン
ド名の認識 [31]、科学文書におけるタスク名やプロセス名
の認識 [17]なども分野特有の NERといえる。その他にも
様々な分野での固有表現コーパスが定義されているが、そ
のほとんどのコーパスにおいてラベル付きデータの少なさ
が問題になっている。文献 [14]は、転移学習と約 6,000文
程度のラベル付きデータを用いて分野特有の NERの精度
向上を示した。
教師なし NERの研究では、ルールベースの手法による

NERやエンティティが与えられた状態で少数のシードデー
タを元にクラス推定を行う研究が多い。文献 [32]は、ルー
ルベースの手法を用いて会社名の認識を行った。文献 [33]

は用語辞書とルールベースの手法を用いて、200 クラス
の NERを提案した。文献 [34]と文献 [35]は少数のシード
データとヒューリスティックを用いてブートスラップ手法
により、与えられたエンティティを事前に定義されたクラ
ス（人名クラス、地名クラス、組織名クラスなど）に分類
した。しかし、これらの手法はクラス推定のみを行ってお
り、人手でヒューリスティックなルールを作成しているた
め、多数のクラス分類は行うことは難しく、特定の分野で
のルール作成は専門知識が問われる。文献 [36]はバイオ医
療分野において、注釈付きテキストを用いずに NERを行
う手法を提案した。この手法はエンティティの認識とその
クラス推定を別々に行っている。まず、名詞句を取り出し、
シードデータと TF·IDF スコアからエンティティを取得
し、医学用語辞書を利用し分類を行う。この手法は医学用
語辞書のように体系化された用語辞書の存在を仮定してお
り、すべての分野に適応できるものではない。
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3. 教師なし形態素解析
本節では教師なし形態素解析について説明するため、まず

Nested Pitman-Yor Language Model (NPYLM)による教
師なし単語分割 [37]について述べ、その後、NPYLMとCRF

(NYCRF)による半教師あり単語分割 [38]と PYHSMMに
ついて述べる。
NPYLM[37]は分かち書きされていない文を単語 n-gram

言語モデルが最適 (予測力最大) となる単語列へ分割す
る手法である。これは階層的 Pitman-Yor 言語モデル
(HPYLM)[39] を拡張することで文字列から言語モデル
を構築し、言語モデルを最適化するような単語列を得るこ
とができる。
HPYLMは Pitman-Yor過程に基づくノンパラメトリッ
クベイジアンの n-gramモデルであり、以下の式のように
(n − 1)-gram 分布が n-gram 分布を生成すると仮定して
いる。

Gn ∼ PY(Gn−1, dn, θn)

ここで、dnはディスカウント係数、θnはGnが平均的に基
底測度 Gn−1 に似ているかを制御するパラメータである。
これによりユニグラム分布からバイグラム分布が、バイグ
ラム分布からトライグラム分布が生成される。実際に文脈
hが与えられたときの n-gram確率は、文脈 hが与えられ
たときの wの出現回数 p(w|h)と単語 wが 1つ短い文脈 h′

から生成されたと推定された回数 thw を用いて以下の式か
ら再帰的に計算される。

p(w|h) = c(w|h)− d · thw
θ + c(h)

+
θ + d · th·
θ + c(h)

p(w|h′)

ここで、th· = Σwthw, c(h) = c(w|h)とした。
NPYLM では部分文字列の単語らしさを推定するため
に、HPYLM を∞-gram モデルに拡張した VPYLM [40]

を用いて文字モデルを構築し、単語モデルのHPYLMのゼ
ログラム基底測度に文字モデルの VPYLMをネストする。
学習の際にはMCMC法を使い、前向き後向きアルゴリズ
ムにより確率的に単語分割を行う。最大単語長を Lとした
とき、部分文字列 c1c2 · · · ct = ct1 の最後の k文字を単語と
して生成する前向き確率 α[t][k]は以下の式で表され、文末
まで再帰的に計算していく。

α[t][k] =

L∑
j=1

p(ctt−k+1|ct−k
t−k−j+1)α[t− k][j] (1)

単語分割位置のサンプリングは、文末から後ろ向きに求ま
る。文末の特別な記号を EOSとし入力文字列の長さを N

とすると、p(EOS|cNN−k)α[N ][k]に比例する確率で k をサ
ンプリングし、文字列の最後の単語が得られる。その前の
単語も今決めた単語に前接するようにサンプリングでき、
これを文字列の先頭まで繰り返すことで入力文字列から単

語列をサンプリングできる。サンプリングした単語列を通
常の HPYLMと同様に MCMCの中で削除と再追加を繰
り返すと言語モデルを最適化するようなパラメータが得ら
れる。
NPYCRF [38]は、分かち書きがラベル付けされた言語資
源の基準に従う単語分割を行うために、JESS-CM [41]に基
づき生成モデルである NPYLM と識別モデルである CRF

を統合した半教師あり学習のモデルである。JESS-CMは、
入力文字列を x、そのラベル列を yとしたとき以下の数式
で表される。

p(y|x) ∝ pDISC(y|x; Λ) pGEN(y,x; Θ)λ0 (2)

ここで、pDISC は識別モデル、pGEN は生成モデルであり、
Λ,Θはそれぞれのパラメータである。pDISC を CRFのよ
うな対数線形モデルとすると以下の式のように表すことが
でき、p(y|x)は次のようになる。

pDISC(y|x) ∝ exp

[ M∑
m=1

λmfM (y,x)

]
p(y|x) ∝ exp

[
λ0 log(pGEN(y,x))

+

M∑
m=1

λmfm(y,x)

]
= exp(Λ∗ · F (y,x))

ここで

Λ∗ = (λ0, λ1, ..., λM )

F (y,x) = (log(pGEN(y,x)), f1(y,x), ..., fM (y,x))

とすると対数線形モデルで表せる。よってラベル付きデー
タを ⟨Xl,Yl⟩、ラベルなしのデータをXu とすると、

p(Yl|Xl) = p(Yl|Xl; Λ
∗) p(Xu; Θ) (3)

が目的関数となる。学習は
( 1 ) Θを固定し、⟨Xl,Yl⟩を用いて Λ∗ を最適化
( 2 ) Λ∗ を固定し、Xu を用いて Θを最適化
を交互に繰り返していく。CRF の情報を取り入れた
NPYLMの前向き確率は式 (1)の代わりに

α[t][k] =

L∑
j=1

exp

[
λ0p(c

t
t−k+1|ct−k

t−k−j+1)

+ γ[t− k + 1, t+ 1)

]
α[t− k][j]

と計算できる。ここで γ[a, b)は aで始まり b− 1で終わる
単語のポテンシャルであり、その経路の重みを足し合わせ
た値になる。また、CRFの学習 (Λ∗ の学習)には、部分ラ
ベル列の周辺確率が必要になるが、semi-Markovモデルの
NPYLMとMarkovモデルの CRFを統合したモデルでは
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単純に計算できないため、文献 [38]では、ラベルの組み合
わせごとに場合分けを行い計算している。
PYHSMM [16] は NPYLM を拡張し、教師なしで単語
列とその品詞列を推定する手法である。これは単語の潜在
クラスを品詞とみなし、品詞 n-gramと品詞ごとの単語生
起確率を計算することで単語とその品詞をサンプリングす
る。文脈 hwz が与えられたとき、単語 w とその品詞 z は
以下の式ように計算できると仮定している。

p(w, z|hwz) = p(w|hw, z)p(z|hz)

ここで、hw を単語の文脈、hz を品詞の文脈とした。
p(w|hw, z) は単語列 hw と品詞 z が与えられたときの単
語 wの出現確率であり、p(z|hz)は品詞列 hz が与えられた
ときの品詞 z の出現確率である。品詞集合を Z とすると、
部分文字列 c1c2 · · · ct = ct1の最後の k文字を品詞 zの単語
として生成する前向き確率は以下の式で計算でき、

α[t][k][z] =

L∑
j=1

Z∑
r=1

[
p(ctt−k+1|ct−k

t−k−j+1, z)

p(z|r)α[t− k][j][r]

]
NPYLMと同様に文末から単語とその品詞をサンプリング
していく。

4. 提案手法
提案手法である教師なし NERについて述べる。提案手
法の概要を図 1に示す。本手法は入力されたテキストにラ
ベリングを行っており、単語列に対し固有表現クラスもし
くはいずれの固有表現クラスにも属しないクラスである O

クラスを付与する。本節では、3節で述べた PYHSMMと
semi-Markov CRF [42]を統合するモデルについて述べ、そ
の後、そのモデルを教師なし NERに適用する手法につい
て説明する。

4.1 PYHSMMと semi-Markov CRFの統合
文献 [38] は JESS-CM を用いて semi-Markov モデルの

NPYLMとMarkovモデルの CRFという異なる構造を持
つモデルを統合する手法を提案しているが、これは単語
分割において、カタカナ語などの単語長が大きい単語は
semi-Markov CRFではうまく分割できず、また計算量も膨
大になることからである。しかし、NERなど 4∼5単語の
連結で十分な場合では Markov CRFよりも semi-Markov

CRFが高精度な解析を行えることもある [42]。そこで我々
はまず、PYHSMMと semi-Markov CRFを JESS-CMに
基づき統合するモデルを提案する。
Semi-Markov CRFでは入力列 x = (x1x2...xN )に対し
最適な y = (y1y2...yP ) を推定する。この yi は (zi, bi, ei)

の 3つ組から構成され、zi, bi, ei はそれぞれ yi のラベル、

yi の開始位置、yi の終了位置である。semi-Markov CRF

は以下の式で表される。

p(y|x,Λ) = exp(Λ · F (x,y))

Z(x)

Z(x) =
∑
y′

exp(Λ · F (x,y′))

ここで F (x,y) は素性関数であり、yi については
F (zi, zi−1,x, bi, ei) と書くことができる。semi-Markov

CRFの前向き確率は以下の式で計算できる。

αsCRF[t][k][z] =

L∑
j=1

Z∑
r=1

[
αsCRF[t− k][j][r]

exp(Λ · F (z, r,x, t− k − j + 1, t− k))

]
この semi Markov CRFの前向き確率を用いて PYHSMM

の前向き確率を定義すると、

α[t][k][z] =

L∑
j=1

Z∑
r=1

exp

[
λ0p(c

t
t−k+1|ct−k

t−k−j+1, z)p(z|r)

+ γ(t− k + 1, t, z, r)

]
α[t− k][j][r]

γ(ei, bi, zi, zi−1) = Λ · F (zi, zi−1,x, bi, ei)

となり、この PYHSMM を式 (2) の生成モデル pGEN と
し、semi-Markov CRF を識別モデル pDISC とすること
で、PYHSMMと semi-Markov CRFを統合する。その後、
NPYCRFと同様に式 (3)の Λ∗ と Θを交互に最適化して
いく。

4.2 分野特有の教師なしNER

4.1 節で提案したモデルを用いて分野特有の教師なし
NERを行う。まず、PYHSMMの分割を単語単位に変更
する。単語 HPYLMをチャンク HPYLMに変更し、文字
VPYLMを単語VPYLMに変更する。その後、少数のシー
ドデータを semi-Markov CRFに与えることで、シードデー
タに似た文脈で現れる単語列をチャンクと推定できる。し
かし、少数のシードデータと大量のラベルなしデータを用
いて、単純にチャンクの分割位置を推定すると、高頻度で出
現する名詞・助詞などの単語列をまとめあげ、それをチャ
ンクと推定する。例えば、コーパス中に「彼-が」や「彼女-

は」などの単語列が多数出現するとそれらをチャンクと推
定するが、これらはチャンクではない。そこで一般分野の
コーパスを別に用意する。一般分野のコーパスの単語列を
擬似教師データとして用いる。この擬似教師データでは、
一般分野のコーパスはすべて 1単語ごとに分割されており、
かついずれの固有表現でもないクラスである Oクラスに
属するとする。この擬似教師データは、分野特有の固有表
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図 1 提案手法の概要 (F=食材名クラス、Ac=調理者の動作名クラス、O=固有表現ではない
クラス)

Add initial segmentation ⟨Xl,Yl⟩ to Θ

Add initial segmentation ⟨Xpl,Ypl⟩ to Θ

Add initial segmentation l(Xu) to Θ

Optimize Λ∗ on ⟨Xl,Yl⟩
for j = 1, 2, ..., J do

for s =randperm(Xu, Xpl) do

if j > 1 then

Remove customers of l(s) from Θ

end if

if s ∈ Xu then

Sample l(s) according to p(l|s,Λ∗,Θ)

else

Determine l(s) according to ⟨s,Ypl⟩
end if

Add customers of l(s) to Θ

end for

Optimize Λ∗ on ⟨Xl,Yl⟩
end for

図 2 分野特有の教師なし NER の学習アルゴリズム

現を含んでいる可能性があるため、そのまま semi-Markov

CRFの学習データとして用いることはできない。この擬
似教師データを単語単位の PYHSMMにのみ与え、弱い制
約として扱う。実際の単語単位の PYHSMMの学習におい
て、擬似教師データではMCMCの削除と再追加を行う際
にパラメータをサンプリングするのではなく、固定すれば
弱い制約として扱える。またOクラスには 1単語からなる
チャンクのみが属することができる制約を与えることで、
対象となる分野にのみ高頻度で出現する単語列に対して、
シードデータに即した分類ができる。図 2に分野特有の教
師なし NERの学習アルゴリズムを示す。
文献 [35] の手法では、与えられたエンティティを少数
のシードデータから分類することができたが、提案手法は
特定分野の文書に対し、少数のシードデータのみからエン
ティティの検出と分類を同時にかつテキスト上で行える。
例えば、GENIAコーパスに出現する「PML」は文脈によ

り、protein名クラスや DNA名クラス、cell type名クラ
ス、Oクラスに分類できる。同様に、レシピコーパスに出
現する「水」は文脈により、食材名クラスや道具名クラス、
Oクラスに分類できる。本手法では、与えられたテキスト
上から適切なクラスを推定できる。
また、文献 [36]の手法はシードデータと NP chunkerを
用いて名詞句を抽出し、それらを用語辞典を用いてクラス
分類をおこなうため、名詞句のみの分類になってしまう。
しかし、提案手法は分野特有の動詞などにも対応すること
ができ、特別な用語辞典は必要としないため、様々な分野
での応用が期待できる。

5. 実験
提案した手法を評価するために実験を行った。

5.1 対象分野とコーパス
実験に用いたコーパスの諸元を表 1に示す。実験では英
語文書のバイオ医療 NERと日本語文書のレシピ NERと
ゲーム解説 NERを行った。
バイオ医療のコーパスには GENIAコーパス [5]を用い
て、BioNLP/NLPBA 2004 shared task [43]のテストコー
パスで評価した。このコーパスでは、分野特有の固有表現
クラスとして protein名クラスや DNA名クラスなどが 5

種類のクラスが定義されている。英語文書の一般分野コー
パスには Brownコーパス [44]を用いた。これは 15分野か
らテキストを集めた書き言葉コーパスである。
レシピコーパス [6]は料理レシピのテキストであり、分
野特有の固有表現クラスとして食材名クラスや道具名クラ
ス、調理者の動作名クラスなど 8種類が定義されている。
ゲーム解説コーパス [45]は将棋の解説文からなり、分野特
有の固有表現クラスとして人名クラスや駒名クラス、プレ
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言語 データセット 文数 単語数 固有表現数 固有表現クラス数
英語 対象分野

GENIA コーパス
学習 (ラベルなし) 10,000 264,743 - -

テスト 3,856 101,039 90,309 5

一般分野
Brown コーパス 50,000 1039,886 - -

日本語 対象分野
レシピコーパス
学習 (ラベルなし) 10,000 244,648 - -

テスト 148 2,667 869 8

ゲーム解説コーパス
学習 (ラベルなし) 10,000 398,947 - -

テスト 491 7,161 2,365 21

一般分野
BCCWJ 40,000 936,498 - -

話し言葉 10,000 124,031 - -

表 1 コーパス諸元

features

chunki−1, chunki(wbiwb1+1...wei), chunki+1

wbi , wbi+1, ..., wei

表 2 Semi-Markov CRF に用いた素性

イヤーの動作名クラスなど 21種類が定義されている。こ
れら 2つのコーパスの NEは名詞句以外からも構成されて
おり、調理者の動作名クラスやプレイヤーの動作名クラス
は動詞からなる。日本語の一般分野のコーパスには現代日
本語書き言葉均衡コーパス (BCCWJ) [46]と話し言葉コー
パス [47]を用いた。BCCWJは複数の分野からなる書き言
葉のコーパスである。話し言葉のコーパスとして会話作文
英語表現辞典から例文の日本語を抽出し用いた。日本語の
コーパスにおいて分かち書きがラベル付けされていない文
には KyTea [48] *1 を用いて単語分割を行った。

5.2 実験設定
PYHSMMでは、パラメータの初期値として 1文全体を
単語とみなし、そこから最適な単語列を推定する。本実験
では、ラベルなしデータの初期値として 1文全体をチャン
クとし、そのクラスを Oクラスとした。また、PYHSMM

では日本語単語分割において、文字種ごとに異なる最大単
語長を設定していたが、本実験では NEインスタンスの最
大単語長を L = 6とし、文字種ごとの設定はしなかった。
PYHSMMに対する重み λ0 と semi-Markov CRFの重み
λ1, λ2, ..., λM の初期値にはそれぞれガウス分布 N(µ, σ2)

から与え、本実験では µ = 1.0, σ = 1.0に設定した。semi-

Markov CRFの正則化項には L2正則化項を採用し、正則
パラメータ C は 1.0に設定し、確率的勾配降下法 (SGD)

*1 http://www.phontron.com/kytea/

により最適化を行った。表 2に実験で用いた semi-Markov

CRF の素性を示す。現在注目している単語列 chunki は
単語 n-gramから構成されており (wei

bi
= wbiwbi+1...wei)、

chunki−1 と chunki+1は前接・後接する最大長の chunkで
ある。
本実験に使用した NERコーパスはすべて、学習用とテ
スト用が公開されている。学習用コーパスに最も多く出現
した上位 2つの NEインスタンスをクラス毎に抽出し、そ
れら NEインスタンスを含むラベル付きテキストをランダ
ムに 1文ずつ抽出し、シードデータとして用いた。例えば、
GENIAコーパスのDNA名クラスでは、“IL-2”と “LTR”が
最も多く出現し、それらを含む “IL-2 gene expression and

NF-kappa B activation through CD28 requires reactive

oxygen production by 5-lipoxygenase.”と “The formation

of this complex would increase, independently of an in

synergy with NF-kappa B, the low basal activity of the

HIV LTR observed in normal T lymphocytes.”をシード
データとして与えた。

5.3 実験結果
GENIAコーパスに関しては、医療用語辞書を用いた辞
書マッチングベースの手法 [49] (MetaMap)とバイオ医療
の教師なし NER [36] (Zhang and Elhadad)と比較した。
レシピコーパスとゲーム解説コーパスに関しては、教師な
し手法による NERの従来研究がないため、ツール *2 を用
いて専門用語抽出を行い、その後、抽出した専門用語に対
してベイジアン HMM [50]を用いてクラス分類を行ったも
のベースラインとした。

*2 http://gensen.dl.itc.u-tokyo.ac.jp/termextract.html
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対象分野
Method Prec. Recall F-meas.

GENIA

MetaMap [49] N/A N/A 7.70

Zhang and Elhadad [36] 15.40% 15.00% 15.20

Proposed 11.20% 29.10% 16.30

レシピ
Baseline 49.78% 25.89% 34.07

Proposed 36.45% 42.58% 39.28

ゲーム解説
Baseline 52.75% 29.18% 37.57

Proposed 75.57% 35.05% 47.89

表 3 実験結果 (Precision Recall F-measure)

実験結果を表 3に示す。表より、すべての分野において
提案手法の方が従来手法よりも精度がよいことがわかる。

6. おわりに
本稿では、特定分野における教師なし NERを提案した。
本手法は PYHSMMを拡張したベイジアンモデルである。
一般分野の文書を擬似教師データとして扱うことで、特定
分野に固有な表現を認識・クラス分類を同時に行う。
今後の展望としては、エンティティが与えられた状態で
の分類性能を調査し、文献 [35]との比較を行いたい。現在
は少ない素性を用いているが、品詞情報なども重要な素性
と考えることができるので、素性を変更しての追加実験を
行いたい。分野特有の NERの精度評価だけでなく、関係
抽出や情報検索などの後段の処理において、本手法を適用
した際の評価なども行いたい。また、本手法は対象となる
分野にのみ高頻度で出現する単語列を NEインスタンスと
して認識できるが、低頻度の NEインスタンスは認識する
のが難しい。低頻度だが重要な NEインスタンスの認識を
今後の課題としたい。
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[9] Uzuner, Ö., South, B. R., Shen, S. and DuVall, S. L.:
2010 i2b2/VA challenge on concepts, assertions, and re-
lations in clinical text, Journal of the American Medi-
cal Informatics Association, Vol. 18, No. 5, pp. 552–556
(2011).

[10] Islamaj Dogan, R. and Lu, Z.: An improved corpus of
disease mentions in PubMed citations, BioNLP: Pro-
ceedings of the 2012 Workshop on Biomedical Natural
Language Processing, pp. 91–99 (2012).
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