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概要
近年，市民科学を活用した研究プロジェクトが注
目されている．このようなプロジェクトは多数の非
専門家が作業をすることで少数の専門家のみのとき
より効率的にプロジェクトを進行させられる特徴が
ある．報酬を作業の動機とするクラウドソーシング
と異なり，市民科学では作業者は科学や学問への貢
献や知的好奇心を動機をしている．そのため作業者
は作業対象への知識の向上を需要として持ってお
り，本論文では成果物の分析をして，作業を通じて
作業対象への知識が増えたり作業能力が向上してい
たりといった情報をフィードバックとして与えるこ
とを最終的な目標とする．また，非専門家による成
果物の品質にばらつきが生じる場合でも学習データ
として有効に活用する.

1 はじめに
近年，市民科学を活用した研究プロジェクトが注

目されている．市民科学は非専門家が科学的な調査
や研究活動をすることを指し，市民科学の特徴は少
数の専門家のみで作業すると時間と費用が膨大にか
かるプロジェクトでも多数の非専門家がプロジェク
トに参加すると効率的に作業を進められることで
ある．多数の人が参加することで効率的に作業を進
める方法であるクラウドソーシングでは，インター
ネットを通じて不特定多数の人にタスクを依頼し，
作業量に応じた報酬を受け取ることが作業に取り組
む動機となっている．クラウドソーシングサービス
の代表例として Amazon Mechanical Turkが知らてお
り，画像データへのアノテーション作業や画像の内
容を描写する文章作成など [1, 2]高い専門的知識や
技能を必要としない作業が主に依頼されている．市
民科学では作業者の目的は報酬を得ることではな

く，科学や学問への貢献，知的好奇心が動機である
[3]ため，ボランティア型のクラウドソーシングと
いえる．クラウドソーシングを利用してデータを収
集することは多くの研究でみられるが，対して市民
科学が関わるデータ収集の研究はそれほど多くはな
い [4]．市民科学のプロジェクトの参加者は動機が
知的好奇心にあるため，作業者が作業対象への知識
を向上させる需要があると考えられる．よって作業
者の作業によって作成された成果物の分析をして，
作業を通じて知識が実際に増えているかのフィード
バックを与えることが有用であると考えられる．
市民科学で作業対象が専門的知識を必要とし，作

業者の専門的知識の有無を理由に作業への参加を拒
まない場合，作業の結果の成果物の品質は一定では
なくなる．作業対象に対して専門的知識を多く有す
る人は高品質な成果物を作成しやすく，専門的知識
をあまり有しない人は高品質な成果物を作成しにく
い傾向があると考えられる．市民科学では作業対象
に興味を持っているが専門的知識の少ない人が作業
に関わっていくことで，作業対象の知識が増える可
能性がある．
市民科学のブロジェクトの例として京都大学古地

震研究会が 2017年に公開した市民参加型史料翻刻
プロジェクト「みんなで翻刻（地震史料）」 [3, 5]が
あげられる．翻刻とはくずし字で書かれている古文
書などの歴史史料を一文字ずつ活字に書き起こして
いく作業のことを指す．「みんなで翻刻」は web上
で歴史史料を翻刻するためのアプリケーションであ
り，翻刻作業には研究者だけでなく一般の人々も参
加している．
このように，市民科学のプロジェクトでデータに
対して人手でラベルを付与することが求められてお
り，タスクに応じた付加情報をつけるアノテーショ
ンツールの需要がある．本論文ではモデルの精度向
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図 1 作成したアノテーションツールの概要図．

上につながる学習データを作成するために，市民科
学のプロジェクトで使用されることを想定したアノ
テーションツールを作成する．
本論文では市民科学のプロジェクトで非専門家で

作業する際に，第一に作業者の能力向上を作業者に
フィードバックとして与え，第二に非専門家の成果
物からモデル性能を向上させる学習データを作成す
ることを目的とする．

2 関連研究
2.1 複数アノテータによるアノテーション
アノテータが複数いる状態で同一のテキストに

対して作業をすると，アノテータの数だけのデータ
が作成される．各データでラベル付けされる内容は
異なり，学習データとして扱うためには各データを
一つに集約する必要がある．各データを一つに集約
する際にトークン単位で多数決をする手法 [6]が知
られている．集約したデータを学習データに加えて
モデルを学習し，未作業のテキストにモデルによる
自動ラベリングをすると，モデル精度を向上させる
データが作成できることが知られている [7]．

2.2 非専門家を含む場合のアノテーション
専門分野に関する知識を有しない非専門家と専門

家が同じテキストに対してラベル付けをする場合，
まず非専門家がテキストのラベル付けをしてその
生成物を専門家が修正することで，アノテーション
コーパスを作成するコストを削減しアノテータ間の
一致率を向上させることができる [8]．
自動ラベリングモデルによる出力結果から人手で

修正を加えるアノテーション方法は作業時間を短縮
させることができる [9]が，誤った出力結果に影響
されてデータが作成される可能性がある [10]．市民
科学のプロジェクトに限らず非専門家によって大規

模データセットが作成される場合，非専門家への作
業支援は必要であるが，この点を考慮に入れる必要
がある．

3 課題設定
「みんなで翻刻」のような市民科学のプロジェク
トは 2 つの課題を抱えている．1 つ目は市民科学
の参加者が作業対象の知識を向上させているかを
フィードバックとして与えると有用であると考えら
れるいう点である．クラウドソーシングのワーカー
が報酬を動機としているのに対し，市民科学の参加
者は科学や学問への貢献や科学的好奇心を動機と
している．そのため作業対象の知識を増やしたいと
いう作業者の需要があると考えられる．作業を通じ
て実際に作業者の知識が増えているかをフィード
バックすることで，市民科学に参加する動機をより
強固にして，プロジェクト成功や発展につながる可
能性がある．2つ目は専門的知識が必要とされる分
野で作業する際に，作業者の専門的知識に幅がある
状態では，作成された成果物の品質にばらつきが生
じるという点である．作業者の能力にばらつきがあ
ることを前提に，自動ラベリング結果を表示したり
[11, 12]，作業者の習熟度とタスクの難易度を考慮に
いれてタスクを各作業者に適切に分配したり [13]し
て，作業を支援することができる．以上のような課
題がある中で，市民科学において非専門家が作業す
る場合，モデルの性能を向上させるような高品質な
データを作成し，作業者の作業能力が向上している
かをフィードバックとして与えることを本論文の目
的とする．

4 アノテーションツール
テキスト中の固有表現をアノテーションするツー
ルを作成した．本ツールの概要図を図 1 に示し，
ツールでラベル付けするときの作業画面を図 2に示
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図 2 アノテーションツールの作業画面．

す．作業するテキストには学習した自動ラベリング
モデルを使用してラベル候補をアノテータに提示す
る．アノテータはツールによって提示されたラベル
の範囲と種類が正確であると判断した場合はそのま
まにしておき，誤っていると判断した場合は修正す
る．ツールによって提示されたラベル以外にラベル
を付ける必要があるとアノテータが判断すれば新た
にテキストにラベルを追加する．ツールはアノテー
タが作業開始から作業終了までの時間を測定して
おり，ラベル付けされたデータとともに測定時間を
データベースに格納する．

5 実験
学習したモデルを使用して，ラベル付けする候補

をアノテータに提示して，人手でそれを修正するこ
とでアノテーション作業の効率化が見られるか実験
する．またアノテータによって作成されたデータを
元の学習データに追加してモデルを学習し，データ
追加前のモデルと性能を比較して評価する．

5.1 実験設定
本実験では，固有表現をアノテーション対象と

し，対象データセットは料理分野のレシピテキスト
と歴史資料テキストの 2つである．歴史資料テキス
トは江戸時代に発生した安政江戸地震についてのテ
キストであり，固有表現タグを付与したデータセッ
トである．料理分野のデータセットを作成するとき
文を単語分割し，単語ごとに固有表現タグを付与す
る．歴史資料は現代語のテキストと異なる文法，語
彙が含まれ，一文ごとの区切りも曖昧であるため，
歴史資料のデータセットを作成するときは文を文字
単位で分割した後に文字ごとに固有表現タグを付
与する．作業支援のための自動ラベリングモデルの
学習に使用したデータセットを表 1に示す．表中の
数字は文数を表す．なお自動ラベリングを学習する
ために使用した学習データを以降では元データと

表 1 作業支援をする固有表現認識モデルの学習に
使用したデータ．
対象データ 学習データ 開発データ テストデータ
レシピテキスト 2,358 372 387
歴史資料テキスト 2,295 286 286

表 2 作業支援をする固有表現認識モデルの性能．
学習データ 適合率 再現率 F値
レシピテキスト 0.860 0.902 0.880
歴史資料テキスト 0.618 0.623 0.621

呼ぶ．
アノテータは 3名で，日本語母語話者であり，料
理分野，歴史資料分野に関して専門的知識は有して
いない．以後アノテータ 3名をそれぞれ A,B,Cとす
る．各アノテータそれぞれが同じ 200文にラベル付
けをし，200文のうち 100文は作業支援あり，100文
は支援なしでラベル付けを行った．なお，レシピテ
キストでは支援ありの 100文はアノテータ毎に異な
り，歴史資料テキストでは全アノテータで同じ支援
ありの 100文に作業を行った．
固有表現認識モデルは Flair[14]を使用した．固有
表現認識モデルの学習で使用する分散表現は，Flair
が提供する文字ベースの日本語の事前学習済み言語
モデル [15] を使用して構成した．以下にモデル学
習時の各パラメータを説明する．隠れ層のサイズは
256，学習率は 0.1，バッチサイズは 32，最大エポッ
ク数は 150とした．作業支援をするレシピテキスト
での固有表現認識モデルの性能と歴史史料テキスト
での固有表現認識モデルの性能を表 2に示す．

5.2 評価指標
データ品質の評価には各アノテータの成果物を元
の学習データに追加して学習したモデルの性能の測
定を行った．データ作成の効率性の評価には作業時
間の比較を行った．

5.3 実験結果

5.3.1 データ作成の効率性
各作業設定で作業にかかった時間の平均を表 3に
示す．レシピテキスト，歴史資料テキストの両デー
タセットにおいて，生テキストから人手アノテー
ションをする場合より自動ラベリング結果から人手
アノテーションをする場合の方が作業時間は短く
なった．
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アノテータ A アノテータ B アノテータ C
図 3 レシピテキストでの成果物の F値の移動平均．

アノテータ A アノテータ B アノテータ C
図 4 歴史史料テキストでの成果物の F値の移動平均．

表 3 作業時間の比較．
対象データ 作業設定 作業時間 (秒)

レシピテキスト 生テキストから 2,231
自動ラベリング結果から 1,261

歴史資料テキスト 生テキストから 1,741
自動ラベリング結果から 1,362

5.3.2 成果物の品質推移
アノテータが作成した成果物の品質が作業の経過
とともに変化するか調べるため，各アノテータの成
果物の F値の移動平均を計算した．各アノテータの
成果物を提出順に並べ，F値の移動平均を 10文毎に
とった結果を図 3，4に示す．レシピテキストでは
いずれのアノテータも作業を進めるにしたがって，
成果物の F値の移動平均は向上していった．歴史資
料テキストではアノテータ A,Bでは移動平均が向上
したが，アノテータ Cは減少していった．この結果
から，歴史資料テキストではモデルの自動ラベリン
グ性能がレシピテキストほど高くないため，モデル
の出力結果を利用した作業者の能力向上が起こりに
くかった可能性が考えられる．

6 おわりに
本論文では市民科学でアノテーション作業が行わ

れる場面を想定して，自動ラベリングモデルによる

作業支援を行った．成果物の品質推移を測定するこ
とで作業能力の変化をフィードバックとして与え，
モデル性能を向上させるデータ作成を目的とし，実
験を行った．今後は自動ラベリング結果がラベル毎
に異なる信頼度を持つことを考慮して，ラベル毎の
信頼度を視覚的に表示するシステムを構築する．
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表 4 レシピテキストで部分的アノテーションを使用した
固有表現認識モデルの性能．

学習データ 適合率 再現率 F値
元データ 0.825 0.875 0.849
元データ+フルアノテーション 0.832 0.877 0.854
元データ+部分的アノテーション 0.827 0.877 0.851

表 5 歴史資料テキストで部分的アノテーションを使用し
た固有表現認識モデルの性能．

学習データ 適合率 再現率 F値
元データ 0.705 0.678 0.691
元データ+フルアノテーション 0.706 0.673 0.689
元データ+部分的アノテーション 0.711 0.690 0.701

A 付録
A.1 部分的アノテーションを使用した固
有表現認識性能
学習に部分的アノテーションを使用するために，

まず複数人で収集したアノテーションを統合する．
各アノテーションを使用して，トークン単位で多数
決を行い，過半数の場合ラベルを採用して統合した
アノテーションデータを作成する．
次に以下の手順で部分的アノテーションを作成

し，モデルを学習する．第一に，アノテーション
データを学習データ，開発データ，テストデータに
分割する．第二に，各固有表現が部分的アノテー
ションに含まれるかの全組み合わせを作成する．第
三に，学習データを使用して，固有表現の組み合わ
せにもとづいた部分的アノテーションを作成する．
レシピテキストの固有表現は 8個,歴史資料テキス
トの固有表現は 4個あるので，上記の手順でそれぞ
れ 254 個，14 個の部分的アノテーションを作成し
た．第四に，作成した各部分的アノテーションを元
データに追加し，それぞれモデルを学習する．各モ
デルを開発データで評価し，最も性能が高いモデル
を 1つ選択する．第五に，選択したモデルをテスト
データで評価する．
実験では部分的アノテーションを学習可能な固有

表現認識モデルである PWNER[16]を使用した．元
データに部分的アノテーションを追加して学習した
ときの固有表現認識モデルの性能を表 4,5に示す．
レシピテキストでは元データにフルアノテーション
を加えたとき最も精度が高く，歴史資料テキストで
は元データに部分的アノテーションを加えたとき
最も精度が高くなった．この結果から，部分的アノ
テーションを使用することでフルアノテーションを
そのまま使用するよりもモデルの精度が高くなる場

合があることが示された．
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